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Обсуждается проблема усовершенствования архитектуры интегральной нейро-
сетевой модели распознавания русской речи. Модель создана путем объедине-
ния кодер-декодер-модели с механизмом внимания и модели на основе коннек-
ционной временной классификации. Исследовано применение в интегральной 
модели таких архитектур нейронных сетей, как магистральные нейронные сети 
(Highway Wetworks), остаточные нейронные сети (ResNet) и Dense-соединения 
(DenseNet); кроме того, исследовано применение функции gumbel-softmax вме-
сто активационной функции softmax при декодировании. Модели были обучены 
с использованием метода переноса знаний, вначале выполнено предваритель-
ное обучение на англоязычном корпусе, затем — на небольшом корпусе слит-
ной русской речи объемом 60 ч. Разработанные модели показали высокую точ-
ность распознавания речи по сравнению с базовой интегральной моделью. 
Приведены результаты экспериментов по распознаванию слитной русской ре-
чи: наилучший результат составил 10,8 % по показателю количества непра-
вильно распознанных символов и 29,1 % по показателю количества неправиль-
но распознанных слов.  
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Введение. Большинство современных исследований в области автоматического распо-
знавания речи посвящено разработке интегральных (в английском варианте — end-to-end) 
моделей на основе глубоких искусственных нейронных сетей (ИНС), объединяющих все 
компоненты стандартных систем распознавания речи, включая акустическую и языковую мо-
дели, а также словарь. Преимущество интегральных систем состоит в сокращении времени 
обработки речевого сигнала и объема требуемой памяти [1]. В ходе предыдущих исследова-
ний [2, 3] авторами были разработаны интегральные модели распознавания русской речи на 
основе коннекционной временной классификации и кодер-декодер-модели с механизмом 
внимания, а также выполнено объединение этих двух моделей, кроме того, были проведены 
эксперименты по применению методики переноса знаний для предварительного обучения 
модели.  

В настоящей статье приведены результаты исследования интегральных моделей с приме-
нением различных типов нейронных сетей, таких как магистральные нейронные сети (Highway 
Networks), а также нейросетевых архитектур ResNet и DenseNet. Модели были реализованы с 
помощью инструментария для построения систем распознавания речи EspNet [4]. 

Базовая интегральная модель распознавания русской речи. В качестве базовой ис-
пользовалась интегральная модель, аналогичная описанной в работе [5], объединяющая мо-
дель на основе коннекционной временной классификации (Connectional Temporal Classifica-
tion — CTC) и кодер-декодер-модель (Encoder-Decoder) с механизмом внимания (Attention 
Mechanism). Общая схема базовой модели представлена на рис. 1, где X — вектор входных 
данных; H — вектор скрытых состояний, полученных на выходе сети кодера; gi — взвешен-
ный вектор, полученный с помощью механизма внимания на i-й итерации декодирования; 
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yi — выход сети декодера на i-й итерации; wi — i-й символ выходной последовательности;  
si–1 — состояние сети декодера на предыдущей итерации; λ — весовой коэффициент CTC-
модели. 

 
Рис. 1 

Базовая модель, описанная в работе [3], имеет следующую топологию: в качестве деко-
дера использована сеть с долгой кратковременной памятью (Long Short-Term Memory — 
LSTM) с двумя слоями, содержащими 512 ячеек в каждом слое, в качестве кодера — двуна-
правленная сеть LSTM (Bidirectional Long Short-Term Memory — BLSTM) с пятью слоями, 
также содержащими 512 ячеек в каждом слое. Применялось прореживание (dropout) [6] с ве-
роятностью 0,4 и сглаживание меток в качестве метода регуляризации (label smoothing) [7]. 
Перед кодером расположен блок выделения информации (признаков), представляющий со-
бой модель VGG [8]. Данный блок состоит из двух похожих частей, выходные данные каж-
дой из частей подаются на вход объединяющего слоя (max-pooling) c размером окна, равным 
2, и шагом, равным 2. Каждая часть состоит из двух сверточных слоев, после формирования 
каждого из которых применяется активационная функция ReLU (Rectified  
Linear Unit) [9]. Все сверточные слои имеют размер ядра, равный 3, и шаг, равный 1. После 
применения всех сверточных слоев на выходе формируется тензор с числом каналов, равным 
128. В декодере применен механизм внимания гибридного типа, представленный в работе [10]. 

При обучении было задано значение весового коэффициента CTC-модели: λ=0,3. В ка-
честве входных данных использовались признаки, полученные с помощью полосового 
фильтра (filterbank). Обучение модели осуществлялось с использованием методики переноса 
знаний (transfer learning): вначале было выполнено предварительное обучение модели на анг-
лоязычном корпусе Librispeech (объем используемых данных составил 360 ч), затем произво-
дилось обучение модели на корпусе слитной русской речи, описанном в работе [11], а также 
свободно доступных речевых корпусах Voxforge (http://www.voxforge.org /) и M-AILABS 
(https://www.caito.de/2019/01/the-m-ailabs-speech-dataset/). Общий объем русскоязычных рече-
вых данных составил 60 ч, при этом 95 % аудиоданных использовалось для обучения,  
а 5 % — для валидации модели. 

Поскольку объем обучающих данных был небольшим, при распознавании речи допол-
нительно использовалась модель русского языка на основе сети LSTM, обученная на тексто-
вых данных объемом более 300 млн словоупотреблений [12]. Была применена однослойная 
LSTM архитектура, состоящая из 512 ячеек. Словарь системы содержал 150 тыс. уникальных 
словоформ русского языка. 
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Применение магистральной нейронной сети в интегральной модели распознава-
ния речи. При исследовании результатов применения магистральных (Highway) соединений 
в сети кодера было отмечено, что поскольку нейронная сеть кодера содержит довольно много 
слоев, т.е. является глубокой, то может наблюдаться так называемое явление затухания гра-
диента в процессе обучения. Магистральные [13] соединения предназначены для решения 
данной проблемы. Явление затухания градиентов проявляется в том, что при обучении слиш-
ком глубоких нейронных сетей методом градиентного спуска величина градиента в послед-
них слоях настолько мала, что веса почти не обновляются. Магистральные нейронные сети 
содержат специальные гейты (выходы, англ. gates), регулирующие поток информации. В ходе 
исследования использовались два гейта: гейт преобразования (T) и гейт переноса (C), C=1–T. 
Магистральные соединения добавлялись следующим образом: 

 T T Tq x  W b ; 

 C C Cq x  W b ; 

     tanh 1 tanh ,C T T Ty xq x q x q x q        W b W b  

где х — вход нейронной сети, y — выход нейронной сети, qT и qC — выходы гейтов преобра-
зования и переноса соответственно, WT и bT — матрица весов и вектор сдвига гейта преобра-
зования, WC и bC — матрица весов и вектор сдвига гейта переноса,  и tanh — активацион-
ные функции. 

Применение остаточной нейронной сети в интегральной модели распознавания 
речи. В работе [14] был предложен метод исправления явления затухания градиента для 
сверточных сетей с помощью остаточных связей (Residual Connection — ResNet). В настоя-
щей работе предлагается применить данный метод в блоке выделения информации с после-
дующим увеличением глубины сети. Схема использованной модели представлена на рис. 2. 

Сеть состоит из шести сверточных слоев и объединяющего (max-pooling) слоя, после 
формирования каждого сверточного слоя выполняется пакетная нормализация (batch normali-
zation) [15], в качестве функции активации используется функция ReLU. Число признаков, 
получаемых на выходе блока, равно 128. 

Применение Dense-соединений в интегральной модели распознавания речи. Были 
исследованы также модели, в которых вместо остаточных соединений использовались Dense-
соединения (DenseNet) [16]. Отличие этого типа соединений от остаточных заключается в 
том, что в данном случае используется операция конкатенации, а не суммирования, и соеди-
нения „перенаправляются“ сразу через несколько слоев. Схема данной модели представлена 
на рис. 3. 

Результаты экспериментальных исследований. Для тестирования системы распозна-
вания речи использовался речевой корпус из 500 фраз, произнесенных 5 дикторами. Фразы 
были взяты из материалов российской онлайн-газеты „Fontanka.ru“. Качество распознавания 
оценивалось по показателю неправильно распознанных слов (Word Error Rate — WER) и не-
правильно распознанных символов (Character Error Rate — CER) [17]. В ходе декодирования 
использовался метод оптимизации алгоритма лучевого поиска (beam search), аналогичный 
методу, предложенному в работе [18]. Подробно применение данного метода для сокращения 
скорости декодирования описано в работе [3]. 

При использовании базовой интегральной модели количество неправильно распознан-
ных символов составило 13,9 %, количество неправильно распознанных слов — 35,6 %. Ре-
зультаты экспериментов по применению интегральных моделей с различными архитектурами 
для распознавания слитной русской речи представлены в табл. 1. Модели, использующие се-
ти ResNet и DenseNet в блоке выделения информации, а также модель с магистральными со-
единениями в кодере и сетью ResNet в блоке выделения информации показали примерно 
одинаковые результаты как по показателю CER, так и по показателю WER. 
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          Таблица 1  
Интегральная модель CER, % WER, % 

Базовая 13,9 35,6 
Highway 13,0 34,0 
ResNet 12,2 30,8 

Highway+ResNet 11,4 31,0 
DenseNet 11,7 30,9 

                    
                                             Рис. 2                                                               Рис. 3 

В стандартном алгоритме декодирования для оценки вероятностей появления символов 
на каждой итерации используется функция softmax, позволяющая строить вероятностное 
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распределение. Однако данное распределение может быть довольно строгим, что в алгоритме 
декодирования с поиском по лучу может сильно влиять на результат распознавания. Поэтому 
было предложено использовать функцию gumbel-softmax [19]: 

 
1

gumbel_soft max ,
i i i kz zK
T T

i
k

z e e
 


   

где T — коэффициент сглаживания, i  — значения из вероятностного распределения Гумбеля. 

При увеличении значения коэффициента T распределение вероятностей появления сим-
волов становится более равномерным, что не позволяет при использовании алгоритма деко-
дирования получить точные решения. В ходе экспериментальных исследований было выбра-
но значение коэффициента сглаживания Т=3. Результаты экспериментов по распознаванию 
речи с использованием функции gumbel-softmax представлены в табл. 2. 

    Таблица 2  
Интегральная модель CER, % WER, % 

Базовая 11,6 30,9 
Highway 12,7 30,2 
ResNet 12,1 29,5 

Highway+ResNet 10,8 29,1 
DenseNet 11,7 29,8 

Таким образом, наилучший результат (WER=29,1 %) был получен при применении ма-
гистральных соединений в сети кодера и сети ResNet в блоке выделения информации. 

Заключение. Представлены результаты исследования различных архитектур инте-
гральных моделей распознавания русской речи, таких как магистральные соединения в сети 
кодера, остаточные нейронные сети и Dense-соединения в блоке выделения информации, 
кроме того, предложено использовать функцию gumbel-softmax при декодировании. Разрабо-
танные модели обеспечивают более высокую по сравнению с базовой интегральной моделью 
точность распознавания речи, при этом наилучший результат (WER=29,1 %, CER=10,8 %) 
был получен при использовании остаточных соединений в блоке выделения информации, а 
также магистральных соединений в сети кодера. В перспективе планируется исследовать дру-
гие архитектуры интегральных моделей, например, Transformer-сети. 

Работа выполнена при финансовой поддержке РФФИ (гранты № 18-07-01216 и 18-07-
01407) в рамках бюджетной темы № 0073-2019-0005. 
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COMPARATIVE STUDY OF NEURAL NETWORK ARCHITECTURES  
FOR INTEGRATED SPEECH RECOGNITION SYSTEM 

I. S. Kipyatkova, A. A. Karpov 
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199178, St. Petersburg, Russia  
E-mail: kipyatkova@iias.spb.su 

 
The problem of improving the architecture of an integral neural-network model of Russian speech 

recognition is discussed. The considered model is created by combining the codec model with the atten-
tion mechanism, and the model based on the connectional temporal classification. Application of such 
neural network architectures as Highway Network, residual connections, dense connections, in the end-to-
end model is studied. In addition, the use of the gumbel-softmax function instead of the softmax activation 
function during decoding is investigated. The models are trained using transfer learning method with Eng-
lish as non-target language, and then trained on a small corpus of continuous Russian speech with dura-
tion of 60 hours. The developed models are reported to demonstrate a higher accuracy of speech recogni-
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tion in comparison with the basic end-to-end model. The results of experiments on recognition of conti-
nuous Russian speech are presented: the best result is 10.8% in terms of the number of incorrectly recog-
nized characters and 29.1% in terms of the number of incorrectly recognized words. 

Keywords: speech recognition, end-to-end models, highway networks, residual connection, dense 
connection, Russian speech 
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