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Для решения задачи повышения плотности точек лидарных облаков предложе-
ны несколько алгоритмов, в том числе базирующихся на нейросетях. Лидарные 
облака высокой плотности могут повышать точность алгоритмов распознавания 
окружающей сцены и локализации. Качество алгоритмов оценивается следую-
щими метриками: количество ложных точек, средняя погрешность, среднеквад-
ратическая погрешность. В отличие от существующих, предложенные алгорит-
мы направлены на определение не только позиции дополнительных точек, но и 
коэффициента их отражательной способности. Приведены результаты экспери-
ментов, показано, что наименьшей погрешностью обладает нейросетевой алго-
ритм без использования нормализации и сигмоидального взвешивания функции 
потерь. Наименьшее число ложных точек обеспечивает нейросетевой алгоритм 
с добавлением нормализации.  
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нормали, Unet, беспилотные автомобили 

Введение. В современном мире многие компании по изготовлению автомобилей и ав-
томобильных компонентов, такие, например, как Audi, BMW, Ford, стремятся к созданию 
собственной версии транспортного средства с функциональностью автономного или полуав-
тономного вождения. В большинстве комплектаций сенсоров для таких автомобилей исполь-
зуются лидары [1, 2]. Лидар позволяет получать информацию об окружающей сцене в виде 
облака точек (отображающего положение объектов в трехмерном пространстве относительно 
сенсора, а также величину отраженного от поверхности объектов сигнала), слабо зависящего 
от освещения сцены. Такие облака точек используются для решения задач распознавания 
объектов [3, 4] и локализации [5, 6]. Повысить точность алгоритмов возможно путем увели-
чения плотности облаков точек [3]. Однако использование в массовом производстве сенсо-
ров, позволяющих получать данные с большой плотностью, затруднено по причине высокой 
стоимости (например, стоимость 32-лучевого лидара Outser OS-1 начинается от 3500 долл. [3], 
64-лучевого — от 12000 долл. [4]).  

Наибольшее число доступных наборов лидарных данных создано с использованием  
32-лучевого лидара Velodyne HDL-32 [5, 6], однако подавляющее число разработанных алго-
ритмов и исследований предполагают работу с данными 64-лучевого лидара Velodyne 64 [7], 
при этом на неплотных данных алгоритмы оказываются не робастными.  

В настоящей статье представлены результаты разработки и анализ алгоритмов предвари-
тельной обработки облака точек повышенной плотности для лидара беспилотного автомобиля. 

Обзор решений по повышению плотности лидарных облаков точек. Для повышения 
плотности лидарных облаков точек существуют методы, не связанные со способом формиро-
вания облака. По результатам анализа публикаций было выделено исследование [8], осно-
ванное на использовании модели PU-Net, повышающей плотность неструктурированных 
облаков точек. В этой работе используется допущение, что распределение точек на входе 
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неравномерно, а на выходе равномерно. На первом шаге алгоритма выделяются локальные 
патчи (фрагменты) в облаке точек путем аппроксимации заранее заданным набором поверх-
ностей, затем для каждого патча вычисляются проекции в векторное пространство и выделя-
ются признаки. После этого производится увеличение числа признаков для каждого патча и 
осуществляется обратная реконструкция трехмерных координат. Таким образом, алгоритм 
работает только в масштабах одного патча и не производит глобальной оптимизации, при 
этом алгоритм не поддерживает свойства точек (яркость, цвет и др.). В рамках настоящего 
исследования были разработаны альтернативные алгоритмы повышения плотности облаков 
точек, в которых учитывается коэффициент отражательной способности (I) точек, а не только 
положение точки в пространстве. 

Алгоритм повышения плотности лидарных облаков точек. Главная идея разрабо-
танного подхода — представление облака точек в плотном виде и увеличение вертикального 
разрешения панорамного изображения сцены, где значение пиксела соответствует дистанции 
до точки. Из панорамного изображения с увеличенным вертикальным разрешением произво-
дится восстановление облака точек. Такой подход приемлем, так как лидарные облака обла-
дают свойством уменьшения плотности точек с увеличением расстояния относительно сенсо-
ра, а угловое распределение точек остается равномерным. Каждой точке облака соответствует 
координата в трехмерном пространстве (X, Y, Z) декартовых координат и коэффициент отра-
жательной способности. 

Для построения панорамного изображения производится переход из декартовой систе-
мы координат [X, Y, Z] в сферическую [ρ, φ, θ]. Формулы для вычисления сферических коор-
динат имеют следующий вид: 

 2 2 2x y z    ; (1) 
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где x, y, z — координаты облака точек в системе координат лидара; ось X направлена вперед, 
Y — влево, Z — вверх. 

Представим полученные данные в виде регулярной сетки путем дискретизации пространств 
значений φ и θ. В проведенных экспериментах размер сетки составил 1400 по горизонтали и 64 по 
вертикали. Координаты точки в сетке вычисляются по следующим выражениям: 
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где w, h — ширина и высота панорамного изображения; α, β — горизонтальный и вертикаль-
ный углы разрешения лидара соответственно. 

В данном случае панорамизацию можно рассматривать как процедуру проекции трех-
мерного пространства в двумерное. Каждая ячейка содержит информацию об исходных при-
знаках точек (X, Y, Z и остальные). Такое панорамизированное облако точек, представленное 
в виде сетки, обозначим как M(t), где t — индекс облака точек в исходном массиве данных;  
Mij(t) — ячейка, расположенная в i-м столбце и j-й строке сетки. 

Одной из особенностей, в частности, лидара HDL-64 [9] является неравномерность рас-
пределения лучей по вертикальной оси. Панорамизация такого типа лидара производится 
способом, описанным выше, независимо для верхнего и нижнего участков облака точек с 
разным шагом дискретизации. Далее обработанные участки „склеиваются“ в одну сетку. Сле-



 Алгоритм повышения пространственной плотности лидарного облака точек 561 

ИЗВ. ВУЗОВ. ПРИБОРОСТРОЕНИЕ. 2021. Т. 64, № 7 

дующий шаг к получению панорамы — применение разрабатываемых алгоритмов увеличе-
ния плотности данных (см. далее). После этого осуществляется обратное преобразование в 
трехмерное представление для получения итогового облака точек. 

Для обучения и валидации алгоритмов повышения разрешения панорамного изображе-
ния использовались прореженные данные 64-лучевого лидара из набора данных KITTI [10]. 
Для преобразования данных к допустимому формату учитывалась разница углов обзора 64- и 
32-лучевых лидаров (32-лучевой сенсор имеет более широкое поле зрения). По этой причине 
входные облака „обрезались“ до 21 слоя на входе, что позволяло получать 42-слойное облако 
на выходе. 

Модуль расширения панорамного представления облака точек состоит из двух шагов: 
вычисление значений признаков точек, которыми будет дополнено исходное облако, по-
строчное объединение предсказанных значений с исходными. Далее рассмотрим три предла-
гаемых алгоритма по предсказанию (восстановлению) дополнительных значений признаков. 

Алгоритм восстановления по среднему значению. Алгоритм вычисления дополни-
тельных значений по среднему основан на вычислении среднего значения признака (рi) по 
вертикали между соседними (ближайшими) точками. При использовании такого примитив-
ного подхода возможна генерация точек в воздухе. Такой эффект возникает, если ячейки с 
большой разницей значений  расположены рядом. Для удобства оценивания было введено 
понятие ложной точки. Ложная точка — это точка, для которой в эталонном панорамном 
изображении нет соответствующей.  

Модифицированная версия данного алгоритма учитывает не только координаты точки в 
пространстве, но и вектор  ijM t  дополнительных признаков, который рассчитывается сле-

дующим образом:  

  , ;
2

t l b r
i j

v v v v
M t

  
  (4) 

    1, ,, , , ,t i j i jv M X Y Z M X Y Z  ; 

    , 1 ,, , , ,l i j i jv M X Y Z M X Y Z  ; 

    1, ,, , , ,b i j i jv M X Y Z M X Y Z  , 

    , 1 ,, , , ,r i j i jv M X Y Z M X Y Z  . 

В отличие от исходного алгоритма, в данном случае добавляется проверка угла между 
векторами (4) для двух соседних ячеек. Если данный угол превышает заданный порог, то та-
кие ячейки не учитываются при расчете среднего. Для расчета вектора (4) для каждой ячейки 
выбираются две ближайшие ненулевые ячейки снизу и справа. Таким образом, формируются 
два вектора направления, произведение которых определяет вектор (4). В результате каждое 
значение признака будет иметь по два вектора, на базе которых вычисляется угол между ними. 

Алгоритм восстановления скользящим усредняющим окном. Данный метод основан 
на обработке локальных данных (попадающих в скользящее окно). При сканировании скользя-
щим окном вычисляется среднее количество (F) ячеек, тем самым определяются дополнитель-
ные значения признаков. Расчет среднего возможен двумя способами: через среднее арифмети-
ческое или через среднее взвешенное. Восстановленное значение (F) обозначается как ip :  

,
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1 n
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где п — количество ячеек, попавших в окно; ,i jv  — среднее значение признаков точек в окне, 

jw  — вес полученного значения для j-го окна. 
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Для расчета весов предложен следующий алгоритм:  
 addstep_x = ws % 2 
 weights_x = zero_matrix(ws, ws) 
 weights_x[0 .. ws // 2] = [ws // 2 .. 0] 
 weights_x[(ws // 2 + addstep_x) .. ws] = [1 .. ws // 2] 
 weights_x, weights_y = meshgrid(weights_x + addstep_x, weights_x + 
addstep_x) 
 weights = 1 / (weights_x + weights_y - 1) 
 return weights ^ power 

В приведенном коде введены следующие обозначения: ws — размер матрицы, power — 
коэффициент значимости, meshgrid — функция, которая создает N-мерные массивы коор-
динат для векторизованных N-мерных оценок скалярных или векторных полей для N-мерной 
сетки по заданным одномерным массивам координат x1, x2, …, xn. 

Нейросетевой алгоритм восстановления. Также был разработан алгоритм, основан-
ный на сверточной нейронной сети архитектуры типа U-Net [11], так как она показывает вы-
сокие результаты в задачах повышения разрешения изображений [12]. Разработанная модель 
состоит из слоев кодирования и декодирования: см. рис. 1, здесь каждый блок представляет 
собой тензор, рядом с тензором указана его размерность; стрелками показаны преобразования, 
осуществляемые над данными. Каждый слой образован одним блоком Res Block [10, 13, 14] и 
двумя сверточными слоями. Размер входного и выходного изображений идентичен. 

 
Рис. 1 

Важный этап работы с моделями — их обучение. На основании идеи модификации  
U-net [15—17] из стандартной архитектуры были удалены слои пакетной нормализации. Оп-
тимизируемая величина состоит из суммы значений дисперсий ( и I) и количества ложных 
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точек. Дисперсия рассчитывается только для ячеек, имеющих валидное значение ip  в обу-

чающем наборе данных. Итоговая формула функции потерь (оптимизируемого параметра) 
имеет следующий вид: 

L dd di I fpd fpi IC D C D C FP C FP     , 

где D — дисперсия, C — весовые значения, FP — количество ложных точек. 
Также была добавлена нормализация с помощью сигмоидальной функции вместо кон-

стантных весовых множителей. 
Эксперименты и полученные результаты. В рамках данного исследования работы 

обучение модели и тестирование алгоритмов проводились на наборе данных KITTI. Качество 
работы алгоритма оценивалось по следующим критериям: количество ложных точек, макси-
мальная погрешность определения , средняя погрешность, среднеквадратическое отклоне-
ние (СКО). В результате было проведено 7 экспериментов на базе существующих алгоритмов 
и разработанных алгоритмов с различными модификациями. Полученные результаты приве-
дены в таблице. 

Алгоритм 
Средняя 

погрешность 
(), м 

СКО 
(), м

2 

Количество 
ложных 

точек, шт. 
Нейросетевая модель 0,398 1,498 5834 

Нейросетевая модель с нормализацией 
значений признаков 

0,546 1,692 5531 

Нейросетевая модель с использованием 
сигмоиды при расчете ошибки 

0,548 1,729 5548 

Нейросетевая модель с нормализацией 
значений признаков и использованием 

сигмоиды при расчете ошибки 

0,686 1,836 5588 

Восстановление по среднему значению 0,681 2,234 9364 
Восстановление скользящим  

усредняющим окном 
0,680 2,054 10368 

Согласно проведенным экспериментам наименьшее число ложных точек показала ней-
росетевая модель с добавлением блока нормализации значений признаков, при этом наи-
меньшие значения погрешности для признака демонстрирует разработанная нейросетевая 
модель без нормализирующего блока. 

На рис. 2 представлены результаты повышения плотности облаков точек (вид сверху; 
начало координат находится в точке установки лидара, ось Х соответствует направлению 
движения автомобиля, ось Y направлена влево, ось Z — вверх). Цветом закодирована по-
грешность  определения : синий —   0,05 м, зеленый —   0,10 м, желтый —   0,15 м, 
красный —   0,15 м. 

 Y 

X 

25 м 

Встречный
автомобиль

 
Рис. 2 



564 А. А. Старобыховская, О. Ю. Лашманов, В. В. Коротаев 

ИЗВ. ВУЗОВ. ПРИБОРОСТРОЕНИЕ. 2021. Т. 64, № 7 

Заключение. Предложены алгоритмы повышения плотности облаков точек для лидар-
ных данных. Согласно результатам экспериментов, из предложенных алгоритмов лучшим по 
совокупности оценок является нейросетевой алгоритм на основе U-Net архитектуры. Данный 
алгоритм позволяет увеличить плотность лидарного облака точек в 2 раза по вертикальной 
оси. Разработанное решение потенциально позволит расширить объем данных для обучения, 
валидации и тестирования алгоритмов детектирования объектов и локализации в сфере авто-
номного вождения автомобиля. 
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ALGORITHM FOR INCREASING THE SPATIAL DENSITY OF A LIDAR POINT CLOUD  
FOR SOLVING PROBLEMS OF AUTONOMOUS DRIVING 

А. А. Starobyhovskaya1, О. Yu. Lashmanov2, V. V. Korotaev1 
1ITMO University, 197101, St. Petersburg, Russia 
2 Arrival Rus Ltd, 197229, St. Petersburg, Russia 

E-mail: o.lashmanov@gmail.com 
 

Several algorithms are proposed to solve the problem of increasing the density of points of lidar 
clouds, including the algorithms based on neural networks. High density lidar clouds can improve the ac-
curacy of scene recognition and localization algorithms. The algorithms quality is assessed by the follow-
ing metrics: the number of false points, the average error, the root-mean-square error. In contrast to exist-
ing ones, the proposed algorithms are aimed at determining not only additional points positions, but also 
their reflectivity coefficients. Presented results of experiments demonstrate that the neural network algo-
rithm without the use of normalization and sigmoidal weighting of the loss function has the smallest error. 
The least number of false points is provided by the neural network algorithm with an added normalization.  

Keywords: increasing point cloud density, lidar, neural networks, normal, Unet, unmanned vehicle 
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